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RESUMEN

Las tecnologías de reconocimiento del habla requieren
sistemas fiables capaces de funcionar correctamente en
diferentes tareas y entornos. Al no ser posible conseguir
un reconocimiento libre de errores en la mayoría de casos,
surge la necesidad de disponer de una medida de la fiabi-
lidad del sistema. En este artículo se propone la pondera-
ción de la probabilidad de observación de los modelos de
Markov, equilibrando la diferencia entre rangos dinámi-
cos de las probabilidades de transición y de observación.
El parámetro definido OPW es independiente de la gra-
mática utilizada, a diferencia de otras soluciones simila-
res. Dado que se espera que las variaciones introducidas
por este nuevo parámetro tengan mayor influencia en las
palabras incorrectamente reconocidas, se propone un sis-
tema de verificación de locuciones basado en una ‘segun-
da opinión’. Para ello se utiliza la salida de decodificar
utilizando diferentes OPW 6= 1. Resultados experimenta-
les conseguidos hasta el momento muestran la validez de
la propuesta.

1. INTRODUCCIÓN A LOS HMM

La mayoría de sistemas de reconocimiento del habla
actuales se basan en un conjunto de modelos estadísticos
(también llamados modelos acústicos) que relacionan las
características observables de la señal de voz con el con-
junto de unidades fonéticas teóricas. La implementación
más usual de estos modelos estadísticos se basa en la uti-
lización de los Modelos Ocultos de Markov (HMM) [1].

Los HMM resultan una potente herramienta estadísti-
ca para modelar señales de voz. Consisten en una cadena
de Markov, la probabilidad de salida de la cual es una va-
riable aleatoria X generada mediante una función de pro-
babilidad de salida asociada a cada estado. Así pues, no
existe una correspondencia unitaria entre la secuencia de
observaciones y la secuencia de estados, de forma que es-
ta secuencia de estados permanece ‘oculta’. Formalmente,
un HMM se define como:

λ = (A,B, π)

Este trabajo ha sido parcialmente subvencionado por el MCyT a
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siendo A la distribución de probabilidad de transición en-
tre estados A = aij , B la distribución de probabilidad
de observación de símbolos en el estado j, B = bj(k), y
π la distribución de probabilidad inicial para cada estado
π = πi.

En procesado del habla, la secuencia de estados sub-
yacente asociada a los modelos HMM se caracteriza por
su configuración temporal (izquierda-a-derecha): a medi-
da que se incrementa la variable temporal, el índice de
estados se incrementa a su vez o bien se mantiene igual.
En un instante de tiempo, cada trama de voz puede estar
en un único estado.

En HMM semicontinuos (SCHMM) cada estado del
modelo contiene un conjunto de funciones de probabili-
dad de emisión, generalmente funciones densidad de pro-
babilidad de mezclas de gaussianas. Para cada estado, es-
tas funciones proporcionan la probabilidad con la cual ese
estado puede generar cada trama. Las funciones de densi-
dad de probabilidad están ligadas de forma conjunta para
todos los modelos, formando un codebook que permite
mapear el vector de características de entrada continuo X
y transformarlo en Ok. A partir de este vector, podremos
utilizar una distribución de probabilidad de salida discreta
de la forma bj(k).

La forma más intuitiva de calcular la probabilidadP (O|λ)
de la secuencia de observaciones O = (O1, O2, . . . , OT )
dado un HMM λ, consiste en sumar las probabilidades de
todas la secuencias de estados posibles:

P (O|λ) =
∑

allS

P (S|λ)P (O|S, λ) (1)

Para una secuencia de estados particular S = (s1, s2, . . . , sT ),
la probabilidad de salida conjunta se puede expresar como:

P (O|S, λ) =
T∏

i=1

P (Ot|st, λ) = bs1(O1)bs2(O2) . . . bsT (OT )

y así, podemos reescribir la ecuación (1):

P (O|λ) =
∑

allS

as0s1bs1(O1) . . . asT−1sT bsT (OT ) (2)
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2. PONDERACIÓN DE LAS PROBABILIDADES
DE OBSERVACIÓN DE LOS MODELOS

En la mayoría de sistemas de reconocimiento del ha-
bla, la decodificación consiste en un proceso de búsqueda
de la secuencia de palabras Ŵ = w1w1 . . .wm de máxi-
ma probabilidad a posteriori P (W|O) correspondiente a
una determinada observación acústica O = O1O2 . . . On.
Expresado formalmente:

Ŵ = arg maxwP (W|O) = arg maxw
P (W)P (O|W)

P (O)
= arg maxwP (W)P (O|W) (3)

donde P (W) representa la probabilidad del modelo de
lenguaje, yP (O|W) la probabilidad del modelo acústico.

A partir de esta ecuación parece que ambas probabili-
dades puedan ser combinadas mediante una simple mul-
tiplicación. Sin embargo, al trabajar con los HMM como
modelos acústicos las probabilidades acústicas suelen es-
tar subestimadas (ver [1]). Al combinarlas con las proba-
bilidades de los modelos de lenguaje, se acaba dando a es-
tos modelos un peso insuficiente. Además, los rangos di-
námicos de ambas probabilidades difieren al trabajar con
modelos continuos o semicontinuos. Por consiguiente, es
práctica corriente ponderar la probabilidad del modelo de
lenguaje mediante un peso LW (language model weight)
determinado de forma empírica (típicamente > 1), trans-
formando P (W) en P (W)LW .

De forma equivalente, la idea de ponderar el valor de
las probabilidades de observación de los HMM surge de
la definición (y construcción) de estos modelos, centrán-
donos en la contribución de los diferentes tipos de proba-
bilidades. Como ya se ha señalado en la introducción, se
puede entender la probabilidad de una secuencia de ob-
servaciones como la suma de contribuciones de las pro-
babilidades de transición entre estados y observación de
cada estado. La ecuación (2) se puede reescribir para una
determinada secuencia Si mediante logaritmos:

logP (O|λ) = log(as0s1bs1(O1) . . . asT−1sT bsT (OT ))
= PA + PB

donde PA = log(as0s1as1s2 . . . asT−1sT )
PB = log(bs1bs2 . . . bsT )

Las probabilidades de transición están asociadas a la gra-
mática utilizada, de forma que la relación entre los rangos
dinámicos de PA y PB se puede ver desequilibrada por
restricciones impuestas por dicha gramática. Introducien-
do un factor de ponderación de las probabilidades de ob-
servación OPW (Observation Probability Weight) la con-
tribución de las probabilidades de observación de los sím-
bolos ser verán modificadas, pasando a ser OPW · PB .
OPW será determinado de forma empírica con el objetivo
de corregir la diferencia de rangos dinámicos que pudiese
existir entre ambas probabilidades. OPW se asemeja así
al factor LW presentado, con la diferencia de ser indepen-
diente de la gramática.

3. RECONOCIMIENTO DEL HABLA
UTILIZANDO OPW

Partiendo de un conjunto de HMMs convencionales se
han ponderado las probabilidades de observación de estos
modelos utilizando el factor OPW definido. Los modelos
resultantes han sido utilizados para el reconocimiento de
cadenas de dígitos. Las pruebas de reconocimiento reali-
zadas nos han permitido estudiar la viabilidad de utilizar
una decodificación alternativa basada en OPW para veri-
ficación de locuciones.

3.1. Sistema de reconocimiento del habla

El sistema de reconocimiento del habla utilizado para
estos experimentos es RAMSES [2], basado en SCHMM.
Las principales características de este sistema son:

La señal de voz es enventanada cada 10ms con ven-
tanas de 30ms de longitud. Cada trama se parame-
triza utilizando coeficientes cepstrales melfrequency
(MFCC) y su primera y segunda derivadas, junto a
la primera derivada de la energía.

Los parámetros espectrales son cuantificados utili-
zando 512 centroides, y la energía utilizando 64.

Las unidades acústicas utilizadas en los HMM son
semidígitos. Se entrenan 40 modelos de semidígi-
tos, además de un modelo ruidoso para cada dígito,
modelados mediante 10 estados. Se utilizan tam-
bién modelos de silencio y de relleno, modelados
mediante 8 estados.

Se utiliza un algoritmo de Viterbi en decodifica-
ción, implementando búsqueda en haz para limitar
el número de caminos. Para ello, las tramas se cuan-
tifican utilizando 6 centroides para los parámetros
espectrales, y 2 para la energía.

3.2. Bases de datos

Dos bases de datos diferentes han sido utilizadas a lo
largo de estos experimentos. Primero, a partir de la ba-
se de datos en español de SpeechDat [3] se ha creado un
subconjunto de entrenamiento con 11443 frases y un sub-
conjunto de test con 3405 frases, todas ellas formadas por
secuencias de dígitos. Los resultados obtenidos a partir
de este primer subconjunto de test se han utilizado para
seleccionar (de forma empírica) el valor óptimo de OPW.

A continuación, los nuevos modelos se han puesto a
prueba utilizando una base de datos independiente, que
llamaremos DigitVox, obtenida mediante una aplicación
telefónica de reconocimiento de voz. Esta base de datos
contiene 5317 frases correspondientes a DNIs (cadenas
de 8 dígitos) grabadas en condiciones ruidosas. Estos ex-
perimentos tienen como objetivo probar la independen-
cia de los modelos obtenidos, trabajando en condiciones
‘reales’. Además, se pretende comprobar si los resultados
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Configuración Tasa de reconocimiento Tasa de reconocimiento Sustituciones Inserciones Borrados
de FRASES de PALABRAS

modelos originales (OPW =1) 93.304 % 98.73 % 0.24 % 0.97 % 0.06 %
OPW = 0.2 93.831 % 99.09 % 0.23 % 0.40 % 0.28 %
OPW = 0.5 93.511 % 98.76 % 0.23 % 0.84 % 0.17 %
OPW = 2.0 90.856 % 98.26 % 0.25 % 1.45 % 0.03 %

Tabla 1. Tasas de reconocimiento con diferentes valores de OPW en la ponderación de las probabilidades de observación

obtenidos para ciertos valores de OPW en los primeros
tests se deben al sobreentrenamiento o adaptación de los
modelos, que serian efectos a evitar.

3.3. Resultados

A partir de los HMM originales entrenados utilizando
RAMSES, se han construido nuevos conjuntos de mode-
los acústicos con diferentes valores de OPW entre 0.2 y
5. Los resultados obtenidos nos han permitido analizar la
contribución del peso de las probabilidades de observa-
ción a las prestaciones de los modelos.

Los modelos ponderados han sido evaluados utilizan-
do DigitVox. La tabla 1 resume los resultados obtenidos,
comparándolos con los modelos originales (OPW = 1).

Estos resultados muestran una mejora importante pa-
ra valores de OPW < 1, confirmando la hipótesis de que
existe un desequilibrio entre las probabilidades de obser-
vación y las probabilidades de transición. Cabe recordar
que el objetivo de esta propuesta no es la mejora en los
resultados de reconocimiento por si misma, sino la obten-
ción de una segunda opinión en vistas a implementar un
sistema de verificación de locuciones.

4. VERIFICACIÓN DE LOCUCIONES

En todo sistema de reconocimiento hay un cierto gra-
do de incertidumbre inherente a la decodificación obteni-
da. Por tanto, parece necesario obtener una medida que
nos informe de la correspondencia entre la secuencia de
palabras resultante y la señal de voz de entrada. Esta me-
dida nos permitirá decidir si la salida obtenida se consi-
dera correcta o incorrecta, de una forma fiable.

Los sistemas estadísticos de reconocimiento del habla
se basan en la probabilidad a posteriori P (W|O) de una
palabra W dada una secuencia de observaciones acústi-
cas O. La secuencia de palabras Wopt que maximiza esta
probabilidad a posteriori también minimiza la probabili-
dad de error en la frase reconocida. Por tanto, una esti-
mación precisa de P (W|O) (ver eq. 3) nos proporcio-
na una medida de confianza fiable, representando el ra-
tio entre la probabilidad asociada a la hipotesis obtenida,
P (W)P (O|W), y la probabilidad acústica. No obstante,
en la mayoría de implementaciones se tiende a evitar esta
costosa estimación teórica, definiendo otros parámetros y
umbrales de aceptación que determinen cuándo aceptar o
rechazar la salida del decodificador.

La validez de los resultados de reconocimiento ha sido
un tema ampliamente estudiado en la literatura de recono-

cimiento del habla y enfocado desde diferentes perspec-
tiva, ya sea utilizando modelos de hipótesis alternativas,
algoritmos N -best, o grafos de palabras [4]. Uno de los
principales problemas a solucionar consiste en hallar las
características o parámetros que aportan más información
sobre el reconocimiento o las locuciones a verificar. En
este sentido, un parámetro muy útil ha sido el LMJitter
[5] (también llamado Acoustic Stability [6]), que se ba-
sa en la hipótesis de que las palabras mal reconocidas son
más sensibles a las variaciones del Grammar Scale Factor
(o LW, según se le ha llamado en el apartado 2) [7].

Uno de los hándicaps de implementar el LMJitter es el
elevado coste computacional que representa, para lo cuál
se han propuesto algunos algoritmos eficientes [7]. Ade-
más, la implementación de sistemas de verificación basa-
dos en medidas de confianza suele realizarse utilizando
varias de ellas y combinando las salidas mediante algo-
ritmos de decisión, de forma que aumenta la complejidad
del sistema.

En lugar de la utilización del LMJitter como una me-
dida de confianza, otra opción anteriormente planteada
consiste en modificar el peso LM entre decodificaciones.
En [8] los autores realizan múltiples procesos de reco-
nocimiento aplicando diferentes pesos para ponderar las
probabilidades de los modelos de lenguaje frente las pro-
babilidades de los modelos acústicos. En [6], esta estra-
tegia se compara con un sistema basado en obtener las
N-best soluciones de un proceso de reconocimiento tra-
bajando con word-lattices, obteniendo prestaciones casi
similares a la vez que se reducía el coste computacional.

No obstante, el coste computacional no representa un
obstáculo insalvable, de forma que la utilización de un do-
ble reconocimiento se plantea como una solución eficaz.
Nuestro enfoque se centra en la hipótesis de que, igual
que ocurre con el LMJitter, las palabras incorrectamen-
te reconocidas serán más sensibles a las variaciones del
factor de ponderación de las probabilidades de observa-
ción definido (OPW). La propuesta presentada consiste
en desarrollar un sistema de verificación usando una es-
trategia basada en una ‘segunda opinión’ [9]. A partir de
las decodificaciones obtenidas por dos sistemas de reco-
nocimiento el sistema decidirá sobre la validez de la frase
reconocida por el sistema de referencia, utilizando como
segunda opinión la decodificación proporcionada por los
modelos ponderados con OPW 6= 1.

El reconocimiento de cadenas de dígitos, que continúa
siendo una aplicación de gran interés práctico, se presenta
como una primera tarea sencilla a la que enfrentarse para
probar la validez de nuestra propuesta.
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Sistema y configuración Exactas Errores Detectadas Rechazadas Garbage TRR FRR CER
phone-based filler models 92.55 % 1.28 % 0.30 % 1.02 % 4.85 % 80.09 % 1.09 % 2.30 %

verificación OPW, OPW = 0.2 92.57 % 0.79 % 0.49 % 0.73 % 5.36 % 88.10 % 0.78 % 1.52 %
verificación OPW, OPW = 0.5 93.19 % 1.15 % 0.19 % 0.11 % 5.36 % 82.84 % 0.12 % 1.26 %

Tabla 2. Resumen de los resultados de verificación con filtrado a nivel de frase

4.1. Verificación basada en una segunda opinión

En nuestro día a día, cuando no estamos seguros de la
validez de una hipótesis concreta buscamos una segunda
opinión que nos haga sentir más seguros. Ello nos puede
conducir a una mayor inseguridad si la nueva opinión di-
fiere de la primera, e incluso inducirnos a un error si am-
bas apuntan a una misma dirección incorrecta. Por ello,
resulta imprescindible tener una cierta confianza en la fia-
bilidad de nuestra segunda fuente.

Como ya hemos indicado, la arquitectura de verifica-
ción propuesta se basa en una doble decodificación: una
primera utilizando HMM convencionales (sin pondera-
ción), y otra utilizando modelos ponderados. Comparan-
do ambas salidas, las frases serán clasificadas como “acep-
tadas” si hay consenso, o “rechazadas” en caso contrario.
Para evaluar la fiabilidad de esta decisión, se etiquetan
las frases resultantes en cuatro categorías: exacta cuando
es una frase correctamente aceptada, error cuando ha sido
incorrectamente aceptada, detectada si se trata de una fra-
se incorrecta que ha sido rechazada, y falso rechazo si es
una frase rechazada que era correcta. Para ello, las dos de-
codificaciones se clasifican previamente como correctas o
incorrectas mediante un alineado. Así, las fases exactas
son aquellas correctamente reconocidas por ambos siste-
mas; errores las incorrectamente reconocidas por ambos;
detectadas las frases incorrectamente reconocidas por el
sistema de referencia; y falso rechazo aquellas incorrec-
tamente reconocidas utilizando los modelos ponderados.

Puesto que la salida del reconocedor consiste en una
cadena de palabras reconocidas, puede realizarse un pri-
mer “filtrado a nivel de frase” previamente a la compa-
ración entre ambas decodificaciones. Se obtiene así una
primera decisión de aceptación/rechazo de las hipótesis
en base a diferentes reglas (p.ej. longitud de la frase, pre-
sencia de palabras no presentes en el vocabulario, etc.).
Aquellas frases rechazadas en función de esta decisión se
etiquetarán como garbage.

4.2. Sistema de referencia de verificación

Con la finalidad de evaluar los posibles beneficios apor-
tados por nuestra propuesta, ésta se ha comparado con un
algoritmo de verificación estándar basado en modelos de
fonemas de relleno (o phone-based filler models [10]). Es-
te método consiste en normalizar las probabilidades de
salida del reconocedor mediante una decodificación basa-
da en fonemas independientes, sin utilizar gramáticas ni
otros modelos de lenguaje. Una vez normalizadas, dichas
probabilidades se convierten en una medida de la calidad
del reconocimiento al proporcionar una estimación de la

semejanza, a nivel acústico, entre los modelos de fonemas
y las modelos utilizados para el reconocimiento.

Los modelos de fonemas de relleno han demostra-
do un mejor comportamiento que otras soluciones inde-
pendientes del vocabulario, como serían modelos de re-
lleno de palabras, o anti-modelos [11]. Otras soluciones
más complejas presentes en la literatura, como modelos
de transformación de parámetros, o lattice-based combi-
nation models [6], superan en eficiencia estos métodos,
aunque al coste de ser más dependientes de la tarea y el
entorno. Nuestro objetivo, en cambio, es definir una solu-
ción de verificación de baja complejidad e independiente
de la aplicación.

4.3. Resultados de verificación

Comencemos por definir [7] TRR (True Rejection Ra-
te), o tasa de rechazos correctos, como la relación entre
el número de hipótesis incorrectas que han sido detecta-
das por la verificación, y el número total de hipótesis in-
correctas: TRR = D/I . De forma similar, FRR (False
Rejection Rate), o tasa de falsos rechazos, es la relación
entre el número de hipótesis correctas rechazadas y el nú-
mero total de hipótesis correctas: FRR = R/C.

A partir de estos conceptos, se define el CER (Clas-
sification Error Rate), o tasa de errores de clasificación,
como el porcentaje de hipótesis incorrectamente clasifi-
cadas por el sistema de verificación respecto al número
total de hipótesis reconocidas (ver [7, 4]). Se expresa en
función de los dos tipos de errores que se pueden come-
ter: clasificar una frase correctamente reconocida como
incorrecta (R), y clasificar una hipótesis incorrectamente
reconocida como correcta (I - D).

CER =
R+ (I −D)

I + C
· 100

Los resultados obtenidos en verificación utilizando Di-
gitVox se resumen en la tabla 2. La relación entre los pa-
rámetros C, D, I y R, y las etiquetas utilizadas por nuestro
sistema de verificación es la siguiente: R = rechazadas, C
= exactas + R, D = detectadas (o D = detectadas + garba-
ge si se implementa filtrado a nivel de frases), y I = errores
+ D. Podemos observar como la solución basada en una
segunda opinión utilizando OPW supera claramente los
resultados de referencia, tanto considerando valores ab-
solutos (tasa de reconocimientos exactos) como medidas
relativas (valores TRR y FRR).

En términos de los parámetros TRR y FRR, se defi-
ne la curva ROC (Receiver Operating Characteristic) [12]
como la representación gráfica de la relación entre TRR y
FRR para cada umbral utilizado, con FRR en el eje x. La

M. Casar, J.A.R. Fonollosa

246



figura 1 muestra la representación de la ROC para nues-
tro sistema de verificación y para el sistema de referencia.
Se observa de nuevo la mejora introducida por el sistema
basado en una segunda opinión, demostrándose el interés
de la propuesta para su utilización en tecnologías de reco-
nocimiento de voz.

Figura 1. TRR vs. FRR

5. CONCLUSIONES

La mayoría de implementaciones estándar de HMMs
para reconocimiento del habla utilizan un factor de pon-
derado de la gramática (o LW) para equilibrar la diferen-
cia de rangos dinámicos entre las probabilidades acústicas
y del modelo de lenguaje. En este artículo se propone la
implementación de un factor de ponderado de las probabi-
lidades de observación (OPW) con el objetivo de suavizar
la diferencia en orden de magnitud entre las probabilida-
des de observación y de transición entre símbolos de los
HMM. Los valores óptimos de OPW para reconocimien-
to del habla se han determinado de forma empírica como
OPW < 1, de forma que se mejoran los resultados de
reconocimiento de referencia obtenidos mediante HMM
normales (sin ponderar).

A partir de la hipótesis de que las palabras incorrecta-
mente reconocidas serían más sensibles a las variaciones
de OPW (como ocurre con LW) se propone la implemen-
tación de un sistema de verificación de locuciones utili-
zando un sistema basado en una segunda opinión. Así, la
etapa de verificación consistirá en comparar dos decodifi-
caciones: una de referencia, resultado del reconocimiento
con modelos no ponderados, y la segunda obtenida uti-
lizando los HMM ponderados, considerando diferentes
OPW 6= 1.

Observando los valores TRR y FRR de los resultados
obtenidos, así como su representación gráfica mediante la
curva ROC, se observa una importante mejora de nuestra
propuesta en comparación con los resultados obtenidos
utilizando modelos basados en fonemas de relleno. Po-
demos concluir, pues, que el sistema de reconocimiento
y verificación propuesto se perfila como una solución in-
teresante para tecnologías basadas en el reconocimiento
del habla.
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