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RESUMEN

En los últimos años ha crecido el interés en la aplicación
de las redes neuronales artificiales aplicadas a problemas
de procesamiento del lenguaje natural. Este trabajo em-
plea modelos conexionistas para modelado del lenguaje
haciendo hincapié en diversas técnicas de codificación de
los datos con el fin de superar las limitaciones impues-
tas por las grandes dimensiones de los vocabularios. Los
resultados obtenidos muestran algunas de las ventajas y
desventajas de estas distintas aproximaciones.

1. INTRODUCCIÓN

En este trabajo se propone el uso de redes neuronales
artificiales (RNA) para estimar modelos del lenguaje. Un
modelo del lenguaje es un conjunto de mecanismos que
definen la estructura del lenguaje restringiendo adecuada-
mente las secuencias de unidades lingüísticas probables
que definen el conjunto de frases permitidas. General-
mente, el modelado del lenguaje no es un fin en sí mismo,
sino que se aplica en otros sistemas como, por ejemplo,
reconocimiento automático del habla o traducción auto-
mática. Las aproximaciones clásicas al modelado del len-
guaje están basadas mayoritariamente enN -gramas [1] y,
en menor medida, en gramáticas estocásticas [2]. A pe-
sar de ello, el uso de RNA para el modelado del lenguaje
ha sido empleado con éxito anteriormente [3–8]. Sin em-
bargo, las características propias del lenguaje y las gran-
des dimensiones del vocabulario con el que se suele tra-
bajar impiden obtener resultados más satisfactorios. Para
solventar este problema se propone el uso de un tipo de
codificación distinto, más compacto y que reduce las di-
mensiones de los parámetros a estimar sin necesidad de
reducir la talla del vocabulario.

En este trabajo se han empleado redes conectadas ha-
cia adelante, Perceptrón Multicapa (PM), entrenadas con
el algoritmo básico de retropropagación del error para es-
timar modelos de lenguaje. Los resultados obtenidos mues-
tran que, efectivamente, el uso de este tipo de redes ofrece
ciertas ventajas y, además, invitan a reflexionar acerca de
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la importancia de este paradigma dentro de la disciplina
del tratamiento del lenguaje natural.

2. CODIFICACIÓN LOCAL Y DISTRIBUIDA

Uno de los problemas más graves a la hora de enfren-
tarse con un problema de lingüística computacional es la
dimensionalidad del vocabulario. La cantidad de términos
que se pueden encontrar en los distintos ámbitos del len-
guaje y las distintas combinaciones posibles son enormes.
Esta dificultad afecta al tratamiento del lenguaje natural
en general y al modelado del lenguaje en particular. La
solución empleada en este trabajo para los modelos cone-
xionistas está directamente relacionada con la manera en
la que las unidades lingüísticas son representadas en el
modelo.

2.1. Codificación local

Habitualmente la representación del vocabulario en
los modelos conexionistas se realiza siguiendo unacodi-
ficación localo “1-de-C”, donde cada patrón tiene una
dimensión igual a la talla del vocabularioΩ, siendo|Ω| =
C. Dicha codificación emplea una única unidad de la capa
de entrada para representar una palabra. Esto es, aquella
unidadi que representa a la palabrai-ésima del vocabu-
lario se activa y el resto quedan desactivadas. La codifi-
cación local es una forma sencilla, explícita y fácil de in-
terpretar y manipular. Sin embargo, para vocabularios de
grandes dimensiones, una codificación “1-de-C” provoca
una gran dispersión de los datos, así como una gran inefi-
ciencia puesto que se genera un número de conexiones y
parámetros excesivo.

A continuación podemos observar un ejemplo de esta
representación con dos palabras de un vocabulario hipo-
tético de talla 16:

Azul 0 0 0 0 0 1 0 0 0 0 0 0 0 0 0 0
Rojas 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0

2.2. Codificación distribuida

La solución empleada en otros trabajos -y que se si-
gue en éste-, consiste en utilizar un tipo de codificación
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distinta [5,9], conocida comocodificación distribuida. En
la codificación distribuida cada unidad de entrada puede
participar en la representación de una o más palabras. Se
entiende que al intervenir varias unidades en la represen-
tación de las palabras, se necesitarán menos unidades de
entrada y, por lo tanto, se tendrán menos parámetros a
estimar. Dentro de la codificación distribuida existen dos
tipos principales que presentamos a continuación.

2.2.1. Distribuida simbólica

Siguiendo con el ejemplo del vocabulario hipotético,
podemos ver cómo se codificarían las palabrasazuly ro-
jascon una representación distribuida simbólica:

Azul 1 0 1 0 1 0 0
Rojas 1 0 0 1 1 0 0

En este tipo de representación cada unidad correspon-
de a una característica de la palabra, sea semántica o sin-
táctica. Así, por ejemplo, la primera unidad podría indicar
que las palabras son un adjetivo; la siguiente unidad seña-
laría que es un verbo; la tercera podría indicar si el género
es masculino o femenino; etcétera. Este tipo de codifica-
ción es rápidamente interpretable por un observador hu-
mano. Sin embargo, la reducción de las dimensiones de-
pende de la cantidad de características de los términos que
se desee representar y, además, este tipo de representacio-
nes son, generalmente,ad-hoc. Por último, la automatiza-
ción de este tipo de codificación distribuida podría plan-
tear un nuevo problema, ya que el conocimiento previo
necesario para saber algo tan sencillo como si una pala-
bra del vocabulario es masculina o femenina requiere un
esfuerzo computacional añadido.

2.2.2. Distribuida subsimbólica

En este tipo de codificación, las unidades, al contra-
rio que en el caso anterior, no tienen una interpretación
directa preestablecida de ningún tipo. Así, las palabras de
nuestro ejemplo,azul y rojas, podrían ser representadas
del siguiente modo:

Azul 0.22 0.04 0.89 0.45
Rojas 0.12 0.91 0.09 0.77

Este tipo de representación puede ser automatizada y
puede aprenderse a partir de un corpus de entrenamien-
to [9]. Las dimensiones suelen ser del orden delg |Ω|, que
es un factor de disminución considerable. En cambio, la
codificación no puede ser interpretada por un observador
humano.

2.3. Codificación del vocabulario

En este trabajo se ha probado una codificación distri-
buida subsimbólica en varios de los experimentos. El pro-
ceso de codificación seguido ha variado en función del
uso, o no, del contexto que rodeaba a las palabras. Así,

wi

wi

Ωlog   |  |
2

Unidades Ocultas

ΩUnidades Entrada  |  |

ΩUnidades Salida  |  |

Figura 1. Perceptrón Multicapa para obtener una codificación
distribuida subsimbólica a partir de la representación local de
los datos. La entrada y salida son codificaciones locales de la
palabra. Mediante el entrenamiento de la red podemos conseguir
una codificación distribuida en la capa oculta.

el codificador empleado -también basado en RNA- puede
utilizar contexto o cifrar únicamente la palabra aislada.
Este artículo se centra en la segunda opción, dejando la
primera para futuras investigaciones.

La codificación sin emplear contexto se ha realizado a
partir de un PM cuyas capas de entrada y salida consistían
en una representación del vocabulario,Ω, codificado de
forma local; y cuya capa oculta se compone de un número
de unidades inferior a|Ω|. Se puede ver un esquema en
la Figura 1. Normalmente, con la codificación distribuida
se reduce el número de unidades empleadas en un factor
logarítmico. Es decir,H = lg |Ω|, dondeH es el número
de unidades ocultas empleadas en el PM codificador y, por
tanto, el número de unidades empleadas para representar
cada palabra del vocabulario.

Al entrenar no es necesario establecer un criterio de
parada puesto que estamos ante un problema cerrado: los
patrones son iguales en la entrada y en la salida y no exis-
te peligro de sobreentrenamiento. Por lo tanto, la com-
plejidad se limita a entrenar la red hasta obtener un error
cuadrático medio que converja a cero.

3. MODELOS DEL LENGUAJE CONEXIONISTAS

Los modelos de lenguaje se estiman habitualmente
haciendo uso de una aproximación estadística. Estos mo-
delos se basan en la predicción de cada unidad lingüística
de la frase dadas las anteriores. Los modelos basados en
N -gramas son los más extendidos en la actualidad y con-
sisten en aproximar la probabilidad como si únicamente
influyeran las últimasN − 1 palabras previas. Esto es,

Pr(W ) ≈

|W |∏

i=1

Pr(wi|wi−N+1 . . . wi−1).
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Partición No. de palabras
Entrenamiento 1 004 073
Validación 80 156
Test 89 537

Tabla 1. Corpus Wall Street Journal.

Estos modelos se pueden aprender de forma automá-
tica a partir de un conjunto de entrenamiento. Los valores
de cadaN -grama pueden ser estimados por máxima ve-
rosimilitud.

Los modelos conexionistas introducen una aproxima-
ción diferente a la basada enN -gramas. En [3] se presen-
tó este nuevo modelo. Posteriormente, en otros trabajos
se han investigado y aplicado los modelos conexionistas
para este fin [4–8].

La idea consiste en simular la ecuación de los modelos
de lenguaje estadísticos. Para ello, en la capa de entrada
se introduce la historia de la palabra a predecir, esto es,
h(wi) = wi−N+1 . . . wi−1 y en la salida se espera que se
prediga la palabrawi. De este modo, utilizando la función
de activaciónsoftmaxen las unidades de salida se puede
aproximar la probabilidadPr(wi|h(wi)).

Los modelos conexionistas aportan dos ventajas res-
pecto a los modelos convencionales. Primero, el número
de parámetros a calcular crece linealmente conN en lu-
gar de exponencialmente. Segundo, el suavizado se rea-
liza automáticamente y se puede esperar una mejor ge-
neralización de los modelos. A pesar de esto, los mode-
los conexionistas presentan un inconveniente respecto a
la aproximación basada enN -gramas: el coste temporal
para entrenar el modelo.

4. LA TAREA PENN TREEBANK

El corpus usado en los experimentos es la parte del
Wall Street Journal que había sido procesada en el Penn
Treebank Project [10]. Este corpus consiste en un conjun-
to de textos en inglés extraídos del periódico Wall Street
Journal. El número total de palabras es de 1 millón aproxi-
madamente, con un vocabulario de más de49 000. Todo
el corpus fue etiquetado automáticamente con dos tipos
de etiquetas: etiquetas POS y etiquetas sintácticas. El eti-
quetado POS consiste en un conjunto de 45 etiquetas dife-
rentes, mientras que el sintáctico lo forman 14 categorías.

El corpus se dividió en tres conjuntos: entrenamiento,
validación y prueba. Las características de las tres parti-
ciones se describen en la Tabla 1. Hemos utilizado en la
experimentación las etiquetas POS y un vocabulario com-
puesto por las10 000 palabras más frecuentes que apare-
cen en la partición de entrenamiento.

5. N-GRAMAS CONEXIONISTAS UTILIZANDO
CATEGORÍAS

La primera aproximación al modelado de lenguaje con
N -gramas ha sido utilizando las categorías del Penn Tree-

bank, ya que nos ha permitido trabajar con un vocabulario
muy reducido (45 categorías originales más el símbolo de
contexto y el de token desconocido) sobre un corpus muy
extenso. Así pues, hemos modelizado bigramas y trigra-
mas con dicho corpus empleando un PM. Con el propósito
de comparar los resultados obtenidos con los modelos de
N -gramas estadísticos clásicos se ha empleado el toolkit
SRILM para modelado de lenguaje con suavizadoGood-
Turing [11].

5.1. Codificación local

Para modelizar un bigrama con un PM se empleó una
red con topología 47-H-47, dondeH es el número de uni-
dades ocultas, tanto en una como en dos capas. Las prime-
ras 47 unidades representan la palabra de entrada, mien-
tras que las 47 unidades de salida corresponden a las pro-
babilidades que asocia el PM a cada una de las 47 posibles
sucesoras. Para determinar el valor deH se ha realizado
un barrido exhaustivo, probando diferentes combinacio-
nes de una y dos capas, con diferente número de unidades
en cada una. El mejor resultado se ha obtenido con una
capa oculta de 16 unidades.

Para el caso del trigrama el proceso seguido fue prác-
ticamente el mismo. Tras establecer una topología para el
PM, que en este caso sería de 94-H-47, se pasó directa-
mente a la búsqueda del mejor valor deH . En este caso,
el mejor valor obtenido paraH ha sido de 128 unidades
con una única capa oculta.

5.1.1. Análisis de los resultados

Tras modelizar losN -gramas conN = 2, 3 podemos
extraer una serie de conclusiones muy interesantes (to-
dos los resultados se muestran en la Tabla 2). En ambos
casos se han obtenido mejores resultados con el modelo
conexionista que el correspondienteN -grama estadístico,
siendo el número de parámetros mucho menor. El sua-
vizado implícito de la red neuronal es capaz de afrontar
muy bien la falta de muestras, mucho mejor que los sua-
vizados de losN -gramas estadísticos. Por su parte, el en-
trenamiento de unN -grama conexionista es mucho más
costoso en tiempo y además requiere un proceso de bús-
queda de la mejor topología y de los mejores parámetros.

5.2. Codificación distribuida

La realización de un modelo conexionista basado en
N -gramas empleando una codificación distribuida es una
primera aproximación para llegar a realizar un modelo de
lenguaje conexionista enfocado a superar las limitaciones
que presentan los vocabularios de grandes dimensiones.

En esta aproximación tratamos de comprobar que una
codificación distribuida de los datos -categorías- no sólo
reduce el número de unidades en la capa de entrada, y por
lo tanto el número de parámetros a estimar, sino que tam-
bién proporciona un comportamiento similar al modelo
con codificación local.
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ML (POS) # C PPE
Bigrama estadístico 2 209 - 9.52
Bigrama-PM, Local 1 567 257 9.47
Bigrama-PM, Distr. 807 146 9.61
Trigrama estadístico 103 823 - 8.36
Trigrama-PM, Local 12 207 115 8.27
Trigrama-PM, Distr. 7 692 30 8.49

Tabla 2. Perplejidad del conjunto de test (PPE) para los mode-
los de lenguaje del corpus de etiquetas POS del Penn Treebank
con codificación local y distribuida, número de parámetros (#) y
de ciclos (C) que ha costado entrenar la red neuronal, compara-
dos con los modelos estadísticos.

En primer lugar se ha obtenido la codificación distri-
buida subsimbólica de las categorías POS del Penn Tree-
bank con un PM tal como se explica en la Figura 1. El me-
jor resultado se obtuvo con una capa oculta de⌈lg |C|⌉ =
6 unidades. Una vez obtenida la codificación distribuida,
se entrena un PM con la mejor topología encontrada en los
experimentos con codificación local, tanto para bigramas
como para trigramas (una capa oculta de 16 unidades).

Dado que contamos con una codificación distribuida
en la entrada y una codificación local en la salida, la to-
pología final del PM es 6-16-47. Al emplear codificación
distribuida en la entrada en lugar de local, el número de
unidades se reduce de 47 a 6. Dicha reducción implica,
a su vez, una disminución del número de parámetros de
1 567 a807, notablemente inferior a los2 209 parámetros
necesarios para estimar los bigramas estadísticos.

Para el modelo con trigramas, la red entrenada y pro-
bada tiene una topología 12-128-47. La razón es que la
capa de entrada cuenta ahora con laswi−2 y wi−1 pala-
bras anteriores. Puesto que las palabras están representa-
das de forma distribuida tenemos2⌈lg |C|⌉ unidades en
la capa de entrada; el número de unidades ocultas viene
impuesto por el mejor resultado obtenido en las pruebas
anteriores; la palabrawi en la capa de salida se representa
mediante codificación local. El número de parámetros to-
tal es7 692, inferior los12 207 parámetros a estimar con
la codificación local o a los103 823 parámetros del trigra-
ma estadístico.

5.2.1. Análisis de resultados

Se puede observar en la Tabla 2 que la reducción de
parámetros a estimar no es gratuita. Aunque la reduc-
ción del modelo y su estimación sean computacionalmen-
te más eficientes, los resultados presentan una perplejidad
ligeramente peor.

Debemos tener en cuenta que los resultados obtenidos
para los modelos con codificación distribuida no han sido
obtenidos a partir de un barrido exhaustivo, como se hi-
zo para los modelos conexionistas con codificación local,
sino que se han empleado aquellas topologías que mejores
resultados ofrecieron en las pruebas mencionadas. Por lo
tanto estos resultados son susceptibles de ser mejorados,
aunque nada lo garantiza.
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Figura 2. Evolución de la perplejidad de los modelos de len-
guaje conexionistas (bigramas y trigramas) con codificación lo-
cal para el corpus de palabras del Penn Treebnak. Los trigramas
conexionistas todavía no han llegado a la zona de convergencia,
por lo que, con un mayor número de ciclos, se podría obtener un
modelo de mayor precisión.

ML (palabras) # C PPE

Bigrama estadístico 10
8 - 137.06

Bigrama-PM, Local 10
7.16 8 124.79

Trigrama estadístico 10
12 - 119.81

Trigrama-PM, Local 10
7.39 3 168.60

Tabla 3. Perplejidad del conjunto de validación (PPE) para los
modelos de lenguaje del corpus Penn Treebank con codificación
local, número de parámetros (#) y de ciclos (C) que ha costado
entrenar la red neuronal, comparados con los modelos estadísti-
cos.

6. N-GRAMAS CONEXIONISTAS UTILIZANDO
PALABRAS

Tras utilizar como vocabulario de la tarea las etiquetas
POS y ver que los resultados obtenidos eran esperanzado-
res, se decidió pasar al conjunto de10 000 palabras como
vocabulario de la tarea.

6.1. Codificación local

Esta aproximación ha supuesto trabajar con una to-
pología de10 000 unidades en la capa de entrada para el
caso del bigrama (20 000 para el trigrama), y de10 000 en
la capa de salida.

En el caso de los bigramas, a falta de un barrido ex-
haustivo para seleccionar la mejor topología, se pueden
ver los resultados obtenidos para el corpus de validación
tras dos semanas de cálculo ininterrumpido en la Tabla 3.
Como se puede observar, la PPE obtenida es muy buena,
en comparación con la PPE del bigrama estadístico.

En el caso de trigramas, sólo hemos podido completar
3 ciclos de entrenamiento, que han tardado 30 días en ter-
minar. Sin embargo, como muestra la Figura 2, la curva
de perplejidad todavía puede disminuir con más ciclos de
entrenamiento de modo que se podría reducir considera-
blemente.
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6.2. Otras codificaciones

Una alternativa a la codificación local es la codifica-
ción distribuida, explicada en la sección 2. Sin embargo,
la codificación del vocabulario no ha sido satisfactoria al
no poder encontrar un mínimo local aceptable del error
cuadrático medio. Otra alternativa estudiada es la codi-
ficación binaria, que consiste en obtener un diccionario
con las palabras que forman el vocabulario y su corres-
pondiente traducción en dígitos binarios. Esto consigue
comprimir el tamaño de los vectores a longitudlg |Ω|. Sin
embargo, los resultados obtenidos ofrecían un rendimien-
to del modelo bastante inferior a la codificación local.

7. CONCLUSIONES Y TRABAJO FUTURO

En el presente documento se han presentado los mo-
delos de lenguaje conexionistas como modelos de lengua-
je basados en un PM y planteados como alternativa a los
modelos deN -gramas estadísticos tradicionales, prestan-
do especial atención al problema de la dimensionalidad
del vocabulario a través de la codificación distribuida y
binaria.

En los modelos basados en clases (con vocabularios
pequeños) se ha demostrado la capacidad de las redes
neuronales para mejorar la eficiencia de los modelos esta-
dísticos, así como el menor número de parámetros em-
pleados. Del mismo modo, se demuestra que podemos
disminuir la dimensionalidad para representar el vocabu-
lario mediante la codificación distribuida, aún a costa de
perder algo de eficiencia a cambio de emplear menos pa-
rámetros.

El hándicap de la dimensionalidad se presenta como
el problema más grave en los modelos de lenguaje cone-
xionistas. Como se ha podido comprobar, la codificación
distribuida, empleada para reducir el número de unida-
des necesarias para representar el vocabulario, no funcio-
na correctamente para tallas muy grandes. En este sen-
tido giran los trabajos de Bengio y otros autores [5, 9].
Las posibles soluciones al problema están abiertas y si-
guen siendo un camino a investigar para la mejora de las
prestaciones de los modelos conexionistas en general, y
su aplicación al modelado del lenguaje, en particular. En
esta línea se han presentado resultados de modelos de len-
guaje que combinan RNA con otras técnicas [8,12].
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