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RESUMEN

El principal objetivo de este trabajo es comprobar si un
modelo de lenguaje basado en categorías semánticas pue-
de mejorar el rendimiento de un sistema de Reconoci-
miento Automático del Habla integrado en un sistema de
diálogo de habla espontánea en castellano. Los experi-
mentos se han llevado a cabo generando diferentes mo-
delos de lenguaje basados en categorías semánticas. Se
ha tratado de que estos modelos incorporen conocimiento
relativo a las relaciones entre palabras además de la infor-
mación asociada a las categorías. Para ello se han utiliza-
do diferentes aproximaciones y los mejores resultados se
han obtenido para un modelo híbrido que es una combina-
ción lineal de un modelo basado en palabras y un modelo
basado en categorías.

1. INTRODUCCIÓN

Los sistemas de diálogo se encuentran entre las apli-
caciones de mayor interés en el ámbito de las tecnologías
del habla. La finalidad de estos sistemas es interaccionar
oralmente con los usuarios a fin de proporcionar determi-
nados servicios como acceso a la información o control
de funcionalidad de una máquina. Diversos ejemplos de
este tipo de sistemas y las descripciones de los mismos
pueden encontrarse en [1, 2, 3]

En un sistema de diálogo intervienen principalmente
los módulos que se enumeran a continuación: Módulo de
Reconocimiento Automático del Habla (RAH), Módulo
de comprensión, Módulo de gestión de diálogo, Módulo
de generación de respuestas y Módulo de Síntesis de Voz.
Estos módulos cooperan para generar las intervenciones
del sistema con el usuario [4].

El módulo de reconocimiento captura la señal acústica
pronunciada por el usuario y proporciona la transcripción
ortográfica al resto de los módulos del sistema de diálogo
que se encargarán de interpretarla y generar la repuesta
adecuada. De esta forma, un módulo de reconocimiento
con bajo rendimiento, incapacita la evaluación global del
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sistema de diálogo, puesto que no es posible que el siste-
ma de diálogo genere una respuesta adecuada a partir de
una frase mal reconocida. Es por ello que este trabajo se
centra en el módulo de RAH y más concretamente en el
Modelo de Lenguaje (ML) utilizado en él. El módulo de
comprensión, por su parte, recoge la salida del módulo de
RAH y extrae el significado de las palabras reconocidas
expresándolo en términos de un lenguaje semántico espe-
cificado para la tarea [5]. Si la salida del módulo de RAH
proporciona una frase reconocida que aporte información
semántica además de la transcripción ortográfica, el pro-
ceso de reconocimiento y comprensión podrían integrarse
en un solo paso.

El lenguaje natural entre personas se basa en una gran
diversidad de conocimiento a priori que permite realizar
presuposiciones y simplificar el lenguaje que se utiliza.
Este hecho dificulta en gran medida el trabajo de los sis-
temas que tratan con el habla natural y carecen de esa
información adicional, como por ejemplo el módulo de
RAH. Por este motivo la utilización de un ML apropiado
que se adapte a los requisitos de la tarea y que sea capaz
de capturar la estructura de las frases pronunciadas por los
locutores, cobra una gran importancia. Actualmente, se
utilizan ML estadísticos en el proceso de reconocimien-
to. Para estimar de forma robusta los parámetros de este
tipo de modelos se necesitan grandes cantidades de datos
de entrenamiento. Sin embargo, en el caso de los siste-
mas de diálogo no existe mucho material de entrenamien-
to disponible, debido en gran medida a la dificultad de
adquisición del mismo. Una de las vías para compensar
la escasez o dispersión de los datos de entrenamiento se
basa en la categorización del vocabulario de la aplicación
en un conjunto más pequeño de clases [6].

En este trabajo la categorización se ha realizado utili-
zando un criterio semántico. De esta forma se podría recu-
perar la información semántica asociada a las categorías
en el proceso de reconocimiento integrando en un solo
paso la obtención de la transcripción ortográfica de la fra-
se y la interpretación semántica de la misma. Este tipo
de categorías semánticas están estrechamente relaciona-
das con la tarea que nos ocupa. En este caso la tarea con-
siste en consultas telefónicas acerca de horarios y precios
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de trenes de largo recorrido, pronunciadas en castellano
por usuarios potenciales del sistema.

El principal objetivo de este trabajo es estudiar la in-
fluencia de esa categorización semántica en un ML que se
encuentra integrado en el módulo de RAH de un sistema
de diálogo. A partir de esta categorización se generan di-
ferentes ML-s basados en las categorías obtenidas. Estos
modelos se integran en un sistema de RAH y se evaluan
en términos de WER.

En la sección 2 se describen los diferentes modelos
basados en categorías que se han utilizado en este traba-
jo. La sección 3 detalla las características de la tarea y
el corpus. En la sección 4 se describen los experimentos
realizados y se presenta la evaluación de las propuestas
descritas en la secciones previas. Finalmente, en la sec-
ción 5 se presentan las conclusiones principales extraídas
de los experimentos así como las propuestas para trabajos
futuros

2. MODELOS DE LENGUAJE BASADOS EN
CATEGORÍAS SEMÁNTICAS

Los ML basados en categorías recogen la información
asociada a las relaciones entre grupos de palabras “ol-
vidando” las relaciones entre palabras particulares. Esta
pérdida de información deriva habitualmente en una re-
ducción del rendimiento del sistema de RAH. Por este
motivo, existen diversos trabajos en los que se intenta ge-
nerar modelos que combinen ambas fuentes de conoci-
miento, obteniendo así un modelo enriquecido [7, 8]. En
este trabajo se ha realizado esta tarea mediante tres méto-
dos diferentes que se detallan más abajo.

2.1. Modelos basados en k-gramas de categorías

En primer lugar se han generado ML basados en k-
gramas de categorías. Este tipo de modelos se genera en
dos pasos. En primer lugar, a partir de un corpus catego-
rizado, se aprende un modelo de lenguaje basado exclu-
sivamente en las relaciones entre categorías. Para ello se
utilizan gramáticas k-Explorables en sentido estricto (k-
EEE) [9] que son la aproximación gramatical de los bien
conocidos modelos de k-gramas. Las categorías utilizadas
están constituídas por palabras o secuencias de palabras
que cumplen una función semántica concreta. Así, de la
misma manera que se aprenden las relaciones entre cate-
gorías, se aprenden también modelos de lenguaje basados
en palabras para cada una de las categorías definidas, de
forma que no se pierde toda la información asociada a las
relaciones entre palabras.

Los ML k-EEE vienen representados por Autómatas
de Estados Finitos Estocásticos (AEFE). La integración
de este tipo de ML en un sistema de RAH se realiza en
dos niveles: por un lado se considera el autómata que mo-
dela las relaciones existentes entre las categorías y por
otro los autómatas correspondientes a cada una de las ca-
tegorías. En el proceso de reconocimiento se integran los

autómatas de ambos niveles en un único autómata. En este
trabajo se han generado dos ML de estas características.
En el primero se consideran bigramas de categorías y bi-
gramas de palabras dentro de las categorías (bi-bi). En el
segundo se consideran trigramas de categorías y bigramas
de palabras dentro de las categorías (tri-bi).

2.2. Modelo híbrido

Por otra parte se ha considerado un modelo híbrido.
Este modelo trata de aprovechar la información relativa
a las relaciones entre palabras particulares y la asociada
a las relaciones entre categorías, mediante una combina-
ción lineal de ambos modelos [8]. Es decir, se trata de
una combinación lineal de un modelo de categorías como
el descrito en el apartado previo y un modelo de k-gramas
de palabras convencional. Se han generado dos ML híbri-
dos:

1. Una combinación lineal de un modelo de trigramas
de palabras con un modelo de bigramas de catego-
rías (hib-bi).

2. Una combinación lineal de un modelo de trigramas
de palabras con un modelo de trigramas de catego-
rías (hib-tri).

En este caso, los dos modelos que combina el modelo hí-
brido se toman en cuenta de forma independiente, otor-
gándole a cada uno el peso que viene dado por el paráme-
tro de la combinación lineal.

2.3. Modelos basados en MGGI

La metodología Morphic Generator Grammatical In-
ference (MGGI) es una metodología de inferencia grama-
tical que se ha utilizado con éxito en el campo del modela-
do de lenguaje [10]. Básicamente consiste en lo siguiente:

Las muestras de entrenamiento son etiquetadas uti-
lizando una función de etiquetado g.

Se aprende un lenguaje regular 2-Explorable en sen-
tido estricto utilizando las muestras etiquetadas. El
resultado se puede representar como un autómata
finito determinista. El alfabeto de este modelo es el
alfabeto etiquetado, no el original.

Aplicando un homomorfismo se procede a deseti-
quetar el modelo aprendido en el paso anterior. En
nuestro caso el proceso de desetiquetado se consi-
guió definiendo cada palabra etiquetada como una
categoría cuyo único miembro era la propia palabra
desetiquetada.

El resultado final es un autómata no determinista que ad-
mite cadenas sobre el alfabeto original. Los modelos MG-
GI son modelos más grandes que los 2-EEE para las mis-
mas muestras de entrenamiento y el lenguaje que aceptan
es un subconjunto del lenguaje aceptado por los 2-EEE.
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En realidad, el lenguaje inferido utilizando la metodolo-
gía MGGI fluctúa entre el lenguaje 2-Explorable en sen-
tido estricto inferido a partir de las muestras de entrena-
miento sin etiquetar y el aceptor de prefijos aprendido con
esas mismas muestras, dependiendo de la función de eti-
quetado g utilizada. En el caso que nos ocupa la función
de etiquetado consiste en añadir a cada palabra la etiqueta
de la categoría semántica a la que pertenecía en esa frase.
Una variante de la metodología MGGI es la denominada
tri-MGGI. La única diferencia respecto a la original con-
siste en utilizar modelos 3-Explorables en sentido estric-
to en lugar de los 2-Explorables de la metodología origi-
nal. En este trabajo se han generado dos modelos basados
en esta técnica: mggi y trimggi (utilizando la técnica tri-
MGGI)

3. CARACTERÍSTICAS DE LA TAREA Y
CORPUS

En este trabajo se ha utilizado una base de datos hombre-
máquina en castellano. Este corpus fue adquirido dentro
del marco del proyecto DIHANA [11] y consta de dife-
rentes intervenciones en las que los usuarios solicitan in-
formación sobre horarios y precios de trenes de largo re-
corrido mediante el teléfono. Las características de este
corpus se detallan en la tabla 1

DIHANA
diálogos 900
locutores 225
no frases total 6229
no frases entrenamiento 4888
no frases test 1341
vocabulario 718
OOV (palabras no vistas) 95
no palabras 47219

Tabla 1. Características del corpus DIHANA

4. RESULTADOS EXPERIMENTALES

En este trabajo se han llevado a cabo un conjunto de
experimentos preliminares en los que se han generado ML
que tratan de aprovechar la información asociada a las re-
laciones entre palabras y entre categorías. Para generar
un ML basado en categorías, en primer lugar se requiere
un conjunto de categorías seleccionado a partir de un cri-
terio de categorización previamente estipulado. En este
caso, las categorías se han obtenido a partir de un crite-
rio semántico y coinciden con los conceptos semánticos
especificados para la tarea que utiliza el módulo de com-
prensión. Se han utilizado, en concreto, 31 categorías en
las que se han clasificado todas las palabras del vocabu-
lario de la tarea. A continuación se enumeran algunas de
las categorías seleccionadas:

afirmación: “sí”, “vale”, “está bien”, . . .

negación: “no”, “nada”, “nada más”, . . .

hora_llegada: “a qué hora llega”, . . .

hora_salida: “tengo que salir”, “a qué hora sale”,
“de salida”, . . .

ciudad_origen: “de madrid”, “desde bilbao”, . . .

ciudad_destino: “a girona”, “a valladolid”, . . .

Los experimentos se han llevado a cabo utilizando el
corpus descrito en el punto anterior. Los modelos gene-
rados se representan mediante autómatas que han sido
integrados en un sistema de RAH. Este sistema consis-
te finalmente en un único autómata estocástico en el que
se integran los modelos acústicos, el modelo léxico y los
modelos de lenguaje basados en palabras y categorías. La
búsqueda de la hipótesis más probable a través de este
autómata general se basa en el algoritmo de Viterbi.

En la tabla 2 se muestran los resultados de WER ob-
tenidos para los diferentes ML generados. En primer lu-
gar se han considerado dos ML basados en palabras como
referencia. Por otra parte se han generado dos ML basa-
dos en k-gramas de categorías (bi-bi y tri-bi) y otros dos
ML híbridos. Estos modelos híbridos se generan como
una combinación lineal de un modelo basado en trigra-
mas de palabras y un modelo basado en bigramas (hib-bi)
o trigramas (hib-tri) de categorías. Finalmente se han ge-
nerado ML basados en MGGI (mggi y trimggi)

La tabla 2 muestra que los mejores resultados se ob-
tienen para el modelo híbrido. Los valores de WER obte-
nidos tanto para el hib-bi como para el hib-tri son mejores
que el resto de los modelos basados en categorías y ade-
más mejoran el rendimiento de los ML basados en pala-
bras. Los modelos basados en MGGI proporcionan resul-
tados de WER ligeramente mejores que los modelos ba-
sados en palabras y se encuentran en un punto intermedio
entre éstos últimos modelos y los modelos híbridos. Fi-
nalmente, los modelos basados en k-gramas de categorías
(bi-bi y tri-bi) ofrecen resultados peores que el resto de

WER ( %)

pa
l. bigramas 20.34

trigramas 19,05

ca
te

go
rí

as

bi-bi 20.35
tri-bi 20.44
hib-bi 18.78
hib-tri 18.77
mggi 19.01

trimggi 18.96

Tabla 2. Resultados de WER para los diferentes modelos
basados en palabras y categorías. El conjunto de catego-
rías utilizado es el mismo en todos los casos y los modelos
que se han utilizado son los descritos en el apartado 2
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los modelos basados en categorías, y muy similares a los
modelos basados en palabras. En cambio, según se apre-
cia en trabajos previos [12], cuando se utiliza este tipo de
modelos considerando unigramas de palabras dentro de
las categorías, los valores de WER son considerablemen-
te mayores que en los ML basados en palabras. Es decir,
el hecho de considerar bigramas de palabras dentro de las
categorías produce que los resultados de WER mejoren y
sean muy próximos a los obtenidos mediante ML basados
en palabras.

5. CONCLUSIONES Y TRABAJO FUTURO

Los experimentos realizados muestran que incluyen-
do información semántica en los modelos se puede mejo-
rar ligeramente el rendimiento del reconocedor.

Por otra parte, mediante los experimentos realizados
se ha tratado de evaluar diferentes ML que integran infor-
mación relativa a dos fuentes de conocimiento. Es decir,
información relativa a las relaciones entre palabras y a
las relaciones entre categorías. Los experimentos mues-
tran que la mejor manera de combinar ambas fuentes de
conocimiento es la combinación lineal de las mismas, es
decir, la aproximación proporcionada por el modelo hí-
brido. Sin embargo, dado que las diferencias entre los re-
sultados obtenidos no son muy significativas habría que
realizar una experimentación más extensa para estudiar la
potencia de los modelos propuestos. Se podría ampliar la
experimentación utilizando diferentes combinaciones de
k-gramas en los modelos basados en categorías, e incluso
experimentar con valores de k mayores que 3.

Por otra parte, la utilización de ML basados en ca-
tegorías semánticas nos permite extraer la categoría se-
mántica de las palabras reconocidas mediante el módulo
de RAH. De esta forma los procesos de reconocimiento
y comprensión podrían quedar integrados en un solo pa-
so. En un trabajo futuro se quiere obtener tasas de error
de las frases reconocidas en lo que a la categoría semán-
tica se refiere. Por otra parte sería interesante comparar
la información semántica proporcionada por el reconoce-
dor con la obtenida mediante un módulo de comprensión
cuando el proceso de reconocimiento y comprensión se
encuentran desacoplados.
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